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Résuḿe :
L’algorithme OLS (Orthogonal Least-Squares) est un

processus d’apprentissage robuste qui, à partir d’une
série d’exemples, génère un ensemble de règles floues
et sélectionne ensuite les plus importantes d’entre elles
par régression linéaire. L’algorithme d’origine de Wang
& Mendel a pour unique but de fournir de bonnes per-
formances numériques. Nous proposons une nouvelle
mise en oeuvre qui tient compte de l’interprétabilité des
résultats. Les modifications apportées seront présent´ees
dans cet article, ainsi qu’une analyse des résultats ob-
tenus sur un jeu de données provenant d’un procédé de
dépollution. Nous mettrons également en évidence les li-
mites d’interprétabilité de l’OLS pour des problèmes de
dimension moyenne (plus de 5 variables d’entrée).
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Abstract:
The aim of the OLS algorithm, which has been pro-

ven to be robust, is to build rules from a set of training
data and then to select the most important ones amongst
them using a linear regression. The only purpose of the
original algorithm proposed by Wang & Mendel is to
give good numerical performances. For this reason, we
propose a new version of the algorithm which yields in-
terpretable results. This article will first present this new
version, then we’ll discuss some results obtained from a
set of data coming from an anaerobic digestion process.
We’ll also show the interpretability limits of the OLS for
average size problems (more than 5 inputs variables).
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1 Introduction

Parmi les méthodes d’apprentissage existantes,
la logique floue possède l’avantage de présenter
des résultats directement interprétables, pour

peu qu’un certain nombre de conditions soient
respectées.

L’algorithme OLS est un processus d’appren-
tissage qui, à partir d’une base d’exemples,
construit un ensemble de règles pour ensuite
n’en conserver que les plus importantes. Cette
sélection, dont la robustesse mathématique a été
prouvée, s’opère par le biais d’une régression
linéaire utilisant les fonctions de base floues de
Wang & Mendel [5]. Par rapport à d’autres al-
gorithmes d’induction de règles floues, le prin-
cipal intérêt de l’algorithme OLS se situe dans
la sélection d’un nombre restreint de règles si-
gnificatives.

L’algorithme initial est celui décrit dans [3],
son fonctionnement est rappelé dans la section
2. Les critères pris en compte pour le modi-
fier et le nouvel algorithme sont présentés dans
les sections 3 et 4. La section 5 présente les
données sur lesquelles nous avons travaillé, et
les résultats obtenus sont analysés dans la sec-
tion 6.

2 Algorithme OLS d’origine

Soit un ensemble d’exemplesx(k), de dimen-
sionN × p.



Soit le modèle de régression :

d(k) =
M∑

i=1

pi(k) θi + ε(k) (1)

oùd(k) est la sortie observée,θi les paramètres
à optimiser etpi(k) les régresseurs. Ils sont
fonctions des exemplesx(k), pi(k) = pi(x(k)).

La fonction d’erreur,ε(t) est supposée non
corrélée aux régresseurs.

chaque régresseur pi(k) correspond
à l’ensemble des degrés de vérité
des prémisses d’une règle du type
(SI x1 estA1 et SI . . . ALORSY = θi),
tandis que les paramètres à optimiserθi sont les
conclusions correspondantes. Au départ sont
construits autant de régresseurs que d’exemples
(M = N). Pour chaque exemple, un SEF de
type gaussien est construit pour chaque dimen-
sion de l’espace d’entrée (pour les détails, voir
section 4.1). l’équation (1) devient, sous forme
matricielle :

d = Pθ + E (2)

avecd etE, vecteurs colonnes de dimensionN ,
θ vecteur colonne de dimensionM et P , une
matrice de dimensionN × M .

d = d(1) · · · d(N)

P = p1 · · · pM

avecpi = pi(1) · · · pi(N)

L’OLS transforme l’ensemble despi en un en-
semble de vecteurs orthogonaux. Il sera en-
suite possible de les évaluer individuellement
en terme de contribution d’énergie ou de va-
riance.

Pour atteindre cet objectif, la matriceP est
décomposée en une matrice orthogonaleW et
une matrice triangulaire supérieure unitaireA.
SoitP = WA.

La matriceA est de terme généralαij, oùαij est
la part du vecteurpj déjà prise en compte dans
le vecteurwi précédemment construit.

A =




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. . .
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
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Le procédé de Gram-Schmidt permet de pro-
jeter les vecteurspj sur les vecteurswi déjà
sélectionnés et orthogonalisés.

L’équation (2) devient :

d = Wg + E (3)

La solution de l’équation (3) donnée par les
moindres carrés est :

ĝ = (W T W )−1W Td

ĝ est un vecteur colonne de dimensionM , de
terme général :

ĝi =
wT

i d

wT
i wi

Les paramètresθ s’obtiennent facilement à par-
tir de la relation :

Aθ̂ = ĝ (4)

La somme des carrés des sorties désirées, ou
énergie ded(k) s’écrit :

dT d =
M∑

i=1

g2
i w

T
i wi + ET E

où
M∑
i=1

g2
i w

T
i wi est la part expliquée de l’énergie

etET E la part inexpliquée.

Pour minimiser l’erreur, le critère de sélection
choisi sera la part de variance expliquée par un
régresseurwi normée par la variance totale. Il
faudra donc maximiser le critère suivant :



[var]i =
g2

i wT
i wi

dT d

ce qui correspond à la composante orthogonale
qui maximise la variance expliquée par rapport
aux sorties observées.

L’algorithme est le suivant :

A la première étape, sélectionner parmi lesM
vecteurs celui qui explique le plus de variance.
Pour cela calculer pour1 ≤ i ≤ M :

w
(i)
1 = pi

g
(i)
1 = (w

(i)
1 )T d/(w

(i)
1 )T (w

(i)
1 )

[var]
(i)
1 = (g

(i)
1 )2(w

(i)
1 )T (w

(i)
1 )/dTd

et sélectionnerw1 = w
(i1)
1 = pi1 tel que

[var]
(i1)
1 = max{[var]

(i)
1 , 1 ≤ i ≤ M}

A l’étape k, k ≥ 2 , pour 1 ≤ i ≤ M, i 6=
i1, · · · , i 6= ik−1, calculer :

α
(i)
jk = wT

j pi/w
T
j wj

w
(i)
k = pi −
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j=1
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jkwj

g
(i)
k = (w

(i)
k )T d/(w

(i)
k )T (w

(i)
k )

[var]
(i)
k = (g

(i)
k )2(w

(i)
k )T (w

(i)
k )/dTd

et sélectionner

wk = w
(ik)
k = pik −

k−1∑

j=1

αjkwj

tel que[var]
(ik)
k est maximum.

La procédure s’arrête à l’étapeMs lorsque :

1 −
Ms∑

j=1

[var]j < seuil

Une fois lesMs régresseurs sélectionnés, un
deuxième passage est ensuite effectué pour cal-
culer les paramètresθ. En effet, lors du pre-
mier passage, les régresseurspi sont normalisés

sur l’ensemble des régresseurs tandis que lors
du deuxième passage, ils le sont sur l’ensemble
desMs régresseurs sélectionnés. Rappelons que
les valeurs calculées desθ dépendent de cette
normalisation (voir équation 4) et qu’elles cor-
respondent aux conclusions des règles retenues.
Il est donc nécessaire de procéder à une nou-
velle normalisation, afin que ces valeurs soient
cohérentes.

3 Crit ères d’interpr étabilit é

Pour qu’elle soit interprétable, une partition doit
réunir un ensemble de conditions : les fonctions
d’appartenance sont normales, distinguables, en
nombre restreint, et leur recouvrement avec les
fonctions voisines doit être suffisant.

Nous avons choisi l’implémentation proposée
par [1] : une partition floue forte, comme
illustrée dans la figure 1. Avec ce type de par-
tition, ∀x ∃j, 1 ≤ j ≤ M j , tel queµ(x) ≥ 0.5.

5

0

1 2 3 41

Figure 1 – Une partition floue forte

Sur la base d’études faites sur l’interprétabilité
[2], nous avons également retenu comme critère
le nombre de règles présentes dans le système,
nombre qui doit être relativement petit.

Trois critères serviront à mesurer l’efficacité de
chaque système flou, tant du point de vue de la
précision numérique que de l’interprétabilité.

Indice de couverture : Il est possible qu’il
existe des exemples qui n’activent que faible-
ment les règles. Un exemple sera déclaré inactif
si son degré de vérité maximum, sur l’ensemble
des règles, est inférieur à un seuil d’activation
paramétrable. Le nombre d’exemples inactifs
est utilisé pour définir un indice de couverture :

CI = 1 −
I

N
. I désigne le nombre d’exemples



inactifs etN le nombre total d’exemples. Si un
exemple active une règle à un niveau proche
de zéro, le niveau de confiance accordé à la
connaissance qui en sera extraite sera très bas, il
faut donc qu’un système possède un niveau de
couverture suffisant compte tenu d’un seuil rai-
sonnable d’activation des règles (de l’ordre de
10−1). En cas d’augmentation du seuil d’activa-
tion, l’indice de couverture diminuera ou restera
constant.

Indice de performance: Cet indice sert à me-
surer la performance numérique des systèmes.
Pour un problème de régression, il s’exprime

commePI =
1

N

√√√√
N∑

i=1

‖ŷi − yi‖
2 et ne prend en

compte que les exemples activés par les règles
pour un seuil d’activation minimum donné.

Ces deux indices présentent l’inconvénient
d’avoir un caractère global : des exemples
rares et pourtant hautement significatifs pour
le problème (e.g.. diagnostic de défauts) soient
mal inférés par le système sans que cela n’en-
traı̂ne de dégradation visible des indices.

Ratio de couverture par règle : Indice de
couverture et nombre de règles présentes dans
le système d’inférence flou sont fortement
corrélés. Nous avons donc introduit la no-
tion de part d’exemples couverts par règle,
qui représente la capacité d’une règle à ac-
tiver un certain nombre d’exemples. Plus ce
ratio est élevé, moins il est besoin de règles
pour couvrir l’ensemble des exemples, ce qui
rend le système d’autant plus généraliste et in-
terprétable. Ce ratio s’exprime commeRatio =

CI

Nbre de règles
× 100.

4 Modifications de l’algorithme

Nous allons maintenant détailler les différentes
étapes qui ont permis de rendre les résultats de
l’algorithme initial interprétables

Figure 2 – Partition générée pour 50 exemples
d’apprentissage

4.1 Algorithme d’origine

Dans l’algorithme d’origine, à chaque dimen-
sion d’entrée de chaque exemple correspond
une fonction d’appartenance gaussienne. Ces
fonctions ont pour centre la valeur de l’exemple
dans la dimension d’entrée considérée, et pour
écart-type le domaine de variation de la dimen-
sion d’entrée considérée, à un facteur multipli-
catif (< 1 ou> 1) près.

Les fonctions gaussiennes, dont leµ(x) est tou-
jours positif, assurent que chaque exemple ac-
tive l’ensemble des règles, mais la niveau d’ac-
tivation est souvent très proche de zéro. De plus,
la présence d’une multitude de SEF empêche
toute interprétabilité, comme le montre claire-
ment la figure 2.

Figure 3 – Fonction triangulaire de substitution



4.2 Fonctions d’appartenance triangu-
laires

Nous avons remplacé les fonctions d’apparte-
nance gaussiennes par des fonctions triangu-
laires aux bornes finies. Les paramètres des
fonctions triangulaires de substitution ont été
choisis de manière a ce que les couvertures des
deux fonctions soient équivalentes, afin que les
résultats dans les deux cas soient comparables.
La figure 3 illustre les paramètres retenus pour
les fonctions triangulaires.

4.3 Diminution du nombre de SEF

Figure 4 – Partition obtenue par reconstruction

Une fois la substitution effectuée, nous avons
reconstruit les partitions avec un nombre res-
treint de SEF. Pour ce faire, nous avons
réalisé une opération d’agrégation élémentaire
dans chaque dimension d’entrée afin d’obte-
nir un nombre réduit de centres. Le nombre
résultant de centres est contrôlé par un critère de
tolérance, exprimé en pourcentage du domaine
de variation. Nous avons ensuite construit les
SEF triangulaires à partir de ces centres en uti-
lisant le critère de tolérance pour construire leur
base, ce qui assure une couverture complète du
domaine. La figure 4, obtenue à partir de la
même variable que la figure 2, montre qu’il est
maintenant aisé d’affecter un label linguistique
à chaque SEF, même si ces derniers comportent
encore quelques défauts (e.g. couverture entre
SEF voisins).

4.4 Partitions floues fortes

Pour répondre aux critères d’interprétabilité re-
tenus, nous avons ensuite rendu les partitions
obtenues fortes en conservant les centres et en
ajustant les extrémités des SEF. La figure 5
montre la partition floue forte obtenue à partir
de la figure 4.

Figure 5 – Partition floue forte obtenue à partir
des SEF de la figure 4

4.5 Partitions ajustées par l’expert

Nous avons ensuite remplacé les partitions
floues fortes générées automatiquement par des
partitions construites à partir des C-moyennes
floues et ajustées ensuite par l’expert.

La partition ajustée illustrée dans la figure 6 cor-
respond au ratio d’alcalinité (voir tableau 1 de
la section 5), variable dont proviennent aussi les
partitions des figures 2, 4 et 5.

5 Présentation des donńees

5.1 La digestion anáerobie

Les données traitées proviennent d’un procédé
de dépollution par digestion anaéorobie. Ce
procédé transforme une matière organique car-
bonée en biogaz (ici, carbone et méthane). Très
intéressants du fait qu’ils produisent peu de
boues et que la production de biogaz peut être
récupérée sous forme énergétique, ces procédés



Figure 6 – Exemple de partition ajustée par
l’expert

sont pourtant peu utilisés du fait de leur instabi-
lité en cas de surcharge.

Il est donc primordial de pouvoir détecter au
plus tôt les états critiques mettant en dan-
ger le processus, avant que ce dernier ne soit
irrémédiablement compromis. Tous ces états
sont non-ordonnés entre eux et forment un en-
semble discret. En pratique, n’importe quel état
est atteignable à partir d’un autre.

Depuis plus de trente ans, ces procédés ont
donné naissance à de nombreux modèles dont
certains ont plus de 20 variables d’état. Au vu
de la complexité de ces procédés et de l’im-
portance des avis experts les concernant, les
méthodes d’induction et d’apprentissage par lo-
gique floue semblent tout indiquées pour les
modéliser.

5.2 Application

Les données ont été recueillies à partir d’un
réacteur d’1 m3 situé à l’INRA de Narbonne
et alimenté en vinasses de vin. Après un pré-
traitement des données, nous avons retenu 7
variables d’entrée significatives. Ces variables
sont mesurées numériquement par un ensemble
de capteurs. Elles sont résumées dans le ta-
bleau 1. Pour chacune de ces variables, l’expert
nous a fourni des partitions floues labellisées
(exemple : voir figure 6).

Tableau 1 – variables d’entrées

Label Description
pH pH au sein du réacteur
vfa Conc. en AGV dans le réacteur

qGas Débit de biogaz
qIn Débit d’alimentation
ratio Rapport d’alcalinité

CH4Gas taux de CH4 dans le biogaz
qCO2 Débit de CO2

5.3 Etat acidog̀ene

Parmi les différents états de sortie possibles,
nous avons choisi l’état acidogène. Cet état
se caractérise par une accumulation d’acides
gras volatils (AGV) faisant suite à une sur-
charge hydraulique ou organique du système.
Le niveau d’appartenance à cet état est évalué
par un système expert [4], ou directement par
un expert. Notre choix s’est porté sur cet

Tableau 2 – états de sortie possibles

1. Sous-charge
2. Normal
3. Surcharge hydraulique
4. Surcharge organique
5. Acidogénèse
6. Toxicité

état car il s’agit d’un état critique nécessitant
généralement un temps de récupération très
long. Il doit donc être détecté le plus rapide-
ment possible et est principalement caractérisé
par une baisse du pH, une concentration impor-
tante en AGV, un faible taux de CH4 et un faible
ratio d’alcalinité (< 0.3).

6 Validation

6.1 Présentation de la ḿethode

Partant d’un ensemble de 589 exemples, nous
avons réalisé une validation croisée sur 10



répétitions, avec un jeu d’apprentissage de
310 exemples et un jeu de validation de 279
exemples.

Sauf précision contraire, un exemple est
considéré comme actif s’il active une règle
avec un degré de vérité≥ 0.1. Des tableaux
de synthèse contenant les moyennes calculées
sur l’ensemble des jeux de validation des
répétitions reprennent les résultats obtenus. Ils
contiennent, outre les trois critères retenus dans
la section 3 (PI, CI, ratio), le nombre moyen de
SEF par variable (Nsef) et le nombre moyen de
règles induites par système (Nr).

Voici les divers cas de figures étudiés :
– cas 1: OLS d’origine, seuil d’activation de0
– cas 2 : OLS d’origine, seuil d’activation de

0.1
– cas 3: substitution des gaussiennes par des

fonctions d’appartenance triangulaires
– cas 4 : diminution du nombre de SEF

(moyenne de 8 SEF par variable)
– cas 5 : diminution du nombre de SEF

(moyenne de 5 SEF par variable)
– cas 6: transformation en partition floue forte
– cas 7: utilisation des partitions ajustées

6.2 Test sur toutes les variables

Tableau 3 – Tableau de synthèse (7 variables)

Cas Nsef Nr ratio PI CI(%)
1 310 27.4 3.65 0.0073 100

2 310 27.4 0.50 0.0193 13.8
3 310 28.5 0.63 0.0152 17.9
4 7.64 29.6 0.64 0.0184 19
5 5 55.4 1.23 0.0080 68.1
6 5 85 1.03 0.0052 87.4
7 4.71 55.5 0.97 0.0070 53.7

Les résultats du tableau 3 sont parlants. La di-
minution de la couverture (100% à 13.8%) suite
à l’augmentation du seuil d’activation montre
le peu d’interprétabilité des résultats d’origine.
Nous constatons qu’un nombre plus élevé de

règles sélectionnées s’accompagne d’une aug-
mentation de l’indice de couverture. Nous no-
tons pour les cas 5 à 7 une augmentation no-
table du ratio, qui est une image du nombre
d’exemples expliqués par règle. Or, pour l’ex-
pert, plus le nombre d’exemples expliqués par
règle est grand, plus il lui sera aisé de valider ses
hypothèses et de les tester, validation également
facilitée par l’emploi de partitions floues fortes.
Les bases de règles obtenues ont été analysées
en présence de l’expert, mais la place manque
ici pour en parler.

6.3 Test sur trois variables

La prise en compte des sept variables nous a
conduit à la sélection d’un trop grand nombre
de règles et à un indice de couverture trop
faible pour pouvoir interpréter les résultats, et
ce même si les conditions sur les SEF étaient
réunies. De plus, nous avons jugé la variance
sur les résultats des répétitions trop importante
(la couverture passe de 11% pour une répétition
à 71% pour une autre dans le cas 7). Nous avons
donc décidé de réaliser une autre série de tests
en ne sélectionnant que trois variables sur base
d’un avis expert. Ces variables sont la concen-
tration en AGV, le ratio d’alcalinité et le taux en
CH4.

Tableau 4 – Tableau de synthèse (3 variables)

Cas Nsef Nr ratio PI CI(%)
1 310 57.9 1.73 0.0065 100

2 310 57.9 1.40 0.0060 81.1
3 310 60.1 1.38 0.0067 82.7
4 7.63 50.6 1.91 0.0048 96.7
5 5 32.9 3.00 0.0049 98.9
6 5 31.9 3.11 0.0056 99.1
7 5 32 2.74 0.0045 87.7

De façon surprenante, le nombre de règles
sélectionnées pour les cas 1 à 4 est plus impor-
tant lorsque le nombre de variables d’entrées
est réduit. Par ailleurs, nous avons en par-
tie atteint nos objectifs. Le nombre de règles



sélectionnées diminue avec les opérations 5 à
7, même s’il est toujours conséquent. La cou-
verture est suffisante, et les résultats numériques
sont améliorés. Le cas 6, dont l’indice de cou-
verture est comparable à celui de l’OLS d’ori-
gine, présente de meilleurs résultats numériques
que ce dernier. Suite à une discussion avec l’ex-
pert, nous avons conclu que la dégradation de
la couverture constatée au cas 7 peut prove-
nir d’une trop grande spécifité des SEF ajustés
par l’expert. La stabilité des résultats est, quant
à elle, nettement améliorée sur l’ensemble des
répétitions. Outre un ensemble de règles stables
qui se retrouvent dans chaque système, il arrive
que l’algorithme sélectionne des règles ayant
un caractère plus exceptionnel. La signification
de ces règles “exotiques” doit être analysée
avec soin (e.g. elles peuvent correspondre a des
exemples rares ou erronés qui représentent à
eux seuls une grande part de la variance de
l’entrée). Cette analyse reste très délicate.

7 Conclusion et perspectives

L’algorithme OLS est un algorithme de
sélection de règles efficace, et nous avons
montré qu’il était possible de le rendre in-
terprétable sans dégrader trop fortement ses
performances numériques. Nous avons aussi
mis en évidence l’importance de la collabo-
ration entre connaissance experte et méthode
d’apprentissage quand il s’agit d’optimiser l’in-
terprétabilité et les performances d’un système.

Finalement, les résultats montrent les limites
d’interprétabilité de la version de l’OLS pro-
posée ici. Elle génère un trop grand nombre de
règles et son indice de couverture est insuffi-
sant lorsque les problèmes à traiter dépassent
les petites dimensions. Ces deux problèmes pro-
viennent principalement du fait que l’OLS in-
duit des règles complètes (une règle est in-
complète si ses prémisses ne contiennent pas
l’ensemble des variables d’entrée). La suite
logique de cette étude sera donc d’associer
l’OLS à des méthodes de sélection de va-
riables ou de simplification de règles, ce qui

permettra de construire des règles incomplètes
tout en veillant à conserver des performances
numériques acceptables.
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